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摘　 要： 在石油地质图像分析工作中，荧光图像分析技术是获取岩石包含的油藏信息的重要方式。 目前提取荧光成分的方法

是先对荧光图像进行 ＲＧＢ 阈值分割，再根据一定的聚类算法利用每个像素点的颜色信息进行成分分类，此过程需要大量人

工交互并且分类结果不够准确。 针对这些问题，本文提出了一种基于深度学习的荧光图像分类算法，使用 ＶＧＧ１６ 结合 ＵＮｅｔ
的方法来构建网络，ＶＧＧ１６ 网络作为编码器部分进行主干特征提取，ＵＮｅｔ 作为解码器部分进行加强特征提取，并增加注意力

机制来防止像素级信息的缺失，提高特征提取的准确性。 通过对多组图像进行实验表明，该方法可以获得良好的分类效果。
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０　 引　 言

在荧光显微技术中，将赋存于烃源岩及储集岩

中的石油统称为发光沥青，发光沥青可分为油质沥

青、胶质沥青及沥青质沥青。 其中，油质沥青发出

黄、绿、蓝色的荧光，胶质沥青的荧光以橙色为主，沥
青质沥青以褐色为主［１］。 沥青组分的荧光色彩特

性对于分析研究不同沥青组分的类别、含量以及发

光颜色等数据至关重要。 在实际的工作环境中，荧
光产生的机理是通过紫外光或蓝光等激发光源的照

射，岩石中石油的烃类会发出波长较长的可见光。
故而对于不同的激发光源，得到的荧光图像不同，如

图 １ 所示。 同时由于不同地区地质结构的多样性，
不同地区、不同层位的油发出的荧光颜色也会有所

差异。 为了得到沥青的种类和含量，目前的做法是

用阈值分割方法先把荧光部分提取出来，再根据

ＩＳＯＤＡＴＡ 聚类算法［２］ 利用每个像素点的颜色信息

进行成分分类，再将分类结果保存为划分文件，此过

程速度较慢，并且不同荧光的色彩差异性会导致分

析结果的不准确。 图 ２ 是用 ＩＳＯＤＡＴＡ 聚类算法生

成的同一划分文件对不同光源激发的荧光图像进行

分类的结果。 由图 ２ 可以看到由于激发光源不同，
同一荧光图像的分类结果是不同的，这显然是不对

的。 为了得到正确的结果，需要对不同色彩表现的



荧光图片分别聚类，生成不同的划分文件，随后在实

际分析过程中，选择对应的划分文件进行分析，但此

过程较为繁琐。

（ａ） 蓝光激发荧光图像　 　 （ｂ） 紫外光激发荧光图像

图 １　 不同激发光源下的荧光图像

Ｆｉｇ． １　 Ｆｌｕｏｒｅｓｃｅｎｃｅ ｉｍａｇｅ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ｅｘｃｉｔａｔｉｏｎ ｌｉｇｈｔ ｓｏｕｒｃｅｓ

油质 沥青质 胶质 拒认类

图 ２　 同一划分标准对不同激发光源的荧光图像（图 １）下的分割结果

Ｆｉｇ． ２ 　 Ｓｅｇｍｅｎｔａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｆｌｕｏｒｅｓｃｅｎｃｅ ｉｍａｇｅｓ （ Ｆｉｇ． １） ｏｆ

ｄｉｆｆｅｒｅｎｔ ｅｘｃｉｔａｔｉｏｎ ｌｉｇｈｔ ｓｏｕｒｃｅｓ ｗｉｔｈ ｔｈｅ ｓａｍｅ ｄｉｖｉｓｉｏｎ

ｓｔａｎｄａｒｄ

　 　 此前，用于解决色彩差异问题的方法是对荧光

图像进行色彩迁移。 Ｒｅｉｎｈａｒｄ 等学者［３］提出了一种

适用于大部分彩色图像的色彩迁移算法，该方法的

缺点是迁移结果中损失了较多的颗粒以及孔隙细

节。 庞战［４］提出的基于 ＦＣＭ 的局部迁移算法，相比

于全局彩色迁移算法，虽然细节更为丰富，但存在匹

配关系不够准确的问题，偶尔会产生错误的色彩迁

移结果。 王杰［５］ 提出的改进的松弛化最优传输荧

光图像色彩迁移方法虽然在整体色彩准确性和稳定

性等方面比前述的两者都好，但是也会出现局部色

彩误迁移的问题。
近些年随着深度学习的迅速发展，图像语义分

割结合了图像分类、目标检测和图像分割技术，通过

一定的方法逐像素点进行分类，再进行区域划分，最
终得到一幅具有像素级的分割图像。 ２０１２ 年，卷积

神经网络（Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ，ＣＮＮ）、尤其

是 Ｋｋｒｉｚｈｅｖｓｋｙ 等学者［６］ 提出的 ＡｌｅｘＮｅｔ 模型，在计

算机视觉领域取得了重大突破，成为图像分类、对象

检测、目标跟踪和图像分割等计算机视觉领域任务

中性能优异、且获广泛应用的深度神经网络学习模

型［７］。 卷积神经网络主要由 ４ 个部分组成，分别是：

卷积层、池化层、全连接层以及 ｓｏｆｔｍａｘ 分类器［８］，
通过对卷积层和池化层进行一系列的叠加， 能够获

得更深层次的网络结构，如 ＶＧＧＮｅｔ［９］、ＲｅｓＮｅｔ［１０］ 等
网络。 这些深度学习方法能够自动学习图像中的有

效特征从而进行分类，免除了传统荧光图像分析方

法中人工交互以及需要对不同激发光源分开聚类产

生划分标准的繁杂过程。 因此，本文提出了基于深

度学习的荧光图像分类技术。

１　 本文方法

ＶＧＧ 模型是由 Ｓｉｍｏｎｙａｎ 等学者［９］于 ２０１４ 年提

出的一种通过增加卷积神经网络的深度来提高识别

性能的网络，其中最佳网络包含 １６ 个权值层。 ＶＧＧ
模型由于其基于微小滤波器尺寸的设计，已广泛用

于分类和定位任务，基于 ＶＧＧ 架构的网络则已在检

测和分割［１１－１２］等方面进行探索与研究。 一般来说，
网络越深，特征提取能力越强。 然而，下采样可能会

导致低层特征丢失。 ＵＮｅｔ 使用跳跃连接将低层特

征与高层特征进行融合，能够保留高分辨细节信息。
因此本文采用结合 ＶＧＧ１６ 与 ＵＮｅｔ 的方法来构建网

络，在 ＶＧＧ１６ 模型的基础上，将最后的 ３ 个全连接

层替换为 ＵＮｅｔ 解码器部分的结构。 用 ＶＧＧ１６ 网络

作为编码器部分进行主干特征提取，产生低分辨率

的图像；ＵＮｅｔ 作为解码部分进行加强特征提取，将
低分辨率图像映射到像素级别的预测上去；同时增

加注意力机制来防止像素级信息的缺失，提高特征

提取的准确性。
１．１　 编码器模块

ＶＧＧ 的核心思想是利用多个小卷积核代替大

卷积核，既可以保证感受视野，又能够在减少卷积层

参数的同时提升网络的表达能力。 近年来，ＶＧＧ 网

络衍生出了 Ａ ～ Ｅ 七种不同的层次结构，本文使用

的是其中的 Ｄ 结构，也就是 ＶＧＧ１６，主要包含了 １３
个卷积层、５ 个池化层和 ３ 个全连接层。 一般来说，
池化层、也即下采样层，分为最大池化和平均池化两

种，主要位于连续的卷积层之间，用来压缩图像的特

征尺寸。 而在 ＶＧＧ１６ 网络中使用的是最大池化方

法，在几个卷积层之后续接一个最大池化形成了一

个 ｂｌｏｃｋ。 卷积层、池化层用来将原始图像数据映射

至特征空间中，最后的 ３ 个全连接层以及 ｓｏｆｔｍａｘ 分

类器则用来将映射后的特征进行分类。 ＶＧＧ１６ 网

络结构如图 ３ 所示，由图 ３ 可知，该结构共包括 ５ 个

ｂｌｏｃｋ，每个 ｂｌｏｃｋ 的通道数一致，最大池化层用来减

少特征图的尺寸［１３］。
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图 ３　 ＶＧＧ１６ 网络结构

Ｆｉｇ． ３　 ＶＧＧ１６ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

１．２　 解码器模块

ＵＮｅｔ［１４］是 ２０１５ 年首次提出用于生物医学图像

分割的功能强大的卷积神经网络架构之一。 这是一

个“Ｕ”型对称网络结构，由编码器和解码器两个通

用部分组成。 编码器能够捕捉上下文信息，完成图

片的下采样。 编码部分遵循交替卷积和池化操作的

卷积网络的典型架构，并逐步向下采样进行特征映

射，同时增加每层特征映射的数量。 每层通过对 ２
个 ３×３ 的卷积核、 ＲｅＬＵ 函数，包括一个 ２×２ 的最大

池化核进行操作，一共经过 ４ 次相应的下采样操作

后，特征图的宽度得以减小，通道数翻倍，从而能更

好地完成对像素点的特征提取。 解码器部分能够实

现精确定位，主要用于特征图的上采样。 通过对特

征图的上采样以及卷积操作处理后，又融合了编码

部分对应的特征图，进一步增加了输出的分辨率，从
而逐步恢复特征图像的像素信息及图像精度。 ＵＮｅｔ
将特征图从编码器的每一层传递到解码器的类似

层，就使得分类器可以依据不同规模和复杂性的特

征来做出决策。 这种架构已被证明对于数据量有限

的分割问题非常有用，网络结构如图 ４ 所示。

3?3卷积,ReLU
1?1卷积
2?2最大池化层
长连接
2?2上采样

图 ４　 ＵＮｅｔ 网络结构

Ｆｉｇ． ４　 ＵＮｅｔ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

１．３　 注意力机制

随着深度学习的迅速发展，注意机制在图像分

类以及语义分割中也得到了大范围的应用。 卷积运

算的原理是将空间层次特性图的局部特性与通道层

次特性图的局部特性加以相互融合，进而得到多维

多尺寸的空间结构信息。 但是，各个通道所含信息

内容的重要性也因图像分类任务的差异而有所不

同，如果不加以区别地整合每个通道的信息内容，那
么在某种程度上会丢失许多重要的信息。 因此，
Ｗｏｏ 等学者［１５］于 ２０１８ 年提出了一种轻量的注意力

模 块 （ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｂｌｏｃｋ Ａｔｔｅｎｔｉｏｎ Ｍｏｄｕｌｅ，
ＣＢＡＭ），可以在通道和空间维度上增加注意力，并
且在 ＲｅｓＮｅｔ 和 ＭｏｂｉｌｅＮｅｔ 等经典结构上添加了

ＣＢＡＭ 模块并进行对比分析，同时也进行了可视化，
发现 ＣＢＡＭ 更关注目标物体识别，这也使得 ＣＢＡＭ
具有更好的解释性。

ＣＢＡＭ 由通道注意力模块和空间注意力模块组

成［１６］。 其中，通道注意力模块是一种考虑特征图通

道之间关系的注意力机制，突出输入图像提供的代

表性信息。 空间注意力模型能够帮助神经网络系

统，使其更注重图片中那些对图像分类起着决定性

意义的关键像素区域而忽略那些无关紧要的区域。
实验证明，输入特征先指向通道注意力模块、再指向

空间注意力模块效果会更好。
给定一个中间特征映射 Ｆ ∈ ＲＣ×Ｈ×Ｗ 作为输入，

ＣＢＡＭ 按顺序推断出一个 １Ｄ 的通道注意映射 Ｍｃ ∈
ＲＣ×１×１ 和一个 ２Ｄ 的空间注意映射 Ｍｓ ∈ Ｒ１×Ｈ×Ｗ， 总

的作用公式［１７］可描述为：
Ｆ１ ＝ Ｍｃ Ｆ( )  Ｆ （１）
Ｆ２ ＝ Ｍｓ Ｆ１( )  Ｆ１ （２）

　 　 其中，“  ”表示元素级乘法； Ｆ 表示输入特征

图； Ｆ１ 表示经过通道注意力加权得到的特征图； Ｆ２

表示经过空间注意力加权得到的特征图； Ｍｃ（Ｆ） 表

示通道注意力输出权值； Ｍｓ（Ｆ１） 为空间注意力输

出权值。 整体结构如图 ５ 所示。

通道注意力 空间注意力

F F1

MC（F） MS（F1）
F2

图 ５　 ＣＢＡＭ 模块结构

Ｆｉｇ． ５　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＣＢＡＭ ｍｏｄｕｌｅ

１．４　 整体 ＶＧＧ１６－ＵＮｅｔ 网络模型

本文所用的整体网络的结构框架如图 ６ 所示。
图 ６ 中，左半部分是编码器部分，有 ５ 个子模块。 设

计上整合了原始 ＶＧＧ１６ 的 １３ 个卷积层以及 ４ 个池

化层，实现下采样。 网络的右半部分是解码器部分，
也有 ５ 个块。 每个块后面是一次上采样操作，用于

恢复图像的尺寸。 此外，每层之间有一组跳跃连接
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用于恢复图像的尺寸，这些跳跃连接是使用连接操

作去组合相应的特征映射来实现的。 由于这是用于

语义分割的全卷积神经网络 ＦＣＮ 的变体，需要保留

图像的空间维度信息，因此需要使用跳跃连接。 最

后一个卷积层只有一个滤波器，这与大多数其他神

经网络的最后一个密集层相似，并给出二进制掩码

预测。 对于网络的瓶颈中心部分，本文去掉了

ＶＧＧ１６ 最后的 ３ 个全连接层，取而代之的是通过上

采样直接把特征图放大成一个与编码器同层部分具

有相同尺寸的图像。 此外，本文还在编码器部分提

取出来的所有有效特征层上增加了注意力机制。

5121024512

256

128

64

256768

384

192 64

VGG16 UNet

3?3卷积，ReLU
1?1卷积
2?2最大池化层
长连接
2?2上采样

128

512

图 ６　 ＶＧＧ１６－ＵＮｅｔ 整体网络结构

Ｆｉｇ． ６　 ＶＧＧ１６－ＵＮｅｔ ｏｖｅｒａｌｌ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

２　 实验

２．１　 数据集

本文使用的数据集均是通过高清相机在显微镜

下对不同石油地质部门的荧光薄片进行拍摄而得的，
随后对采集到的图像进行裁剪，裁剪后数据集中的原

始图像大小均为 ５１２×５１２。 本文实验所用数据集共

有１ １９９张，包括蓝光激发的荧光图像和紫外光激发

的荧光图像，如图 ７ 所示。 训练集和测试集按照 ９∶１
的比例，即用作训练数据 １ ０７９ 张，测试数据 １２０ 张。

（a）蓝光激发的荧光图像

（b）紫外光激发的荧光图像
图 ７　 数据集图示

Ｆｉｇ． ７　 Ｄａｔａｓｅｔ ｉｍａｇｅｓ

　 　 实际研究中，考虑到在显微镜下采集到的荧光

图像的尺寸通常是远大于 ５１２×５１２ 的，所以在预测

时会对原图进行预处理，首先将原图裁剪为 ５１２×
５１２ 的图片，然后用训练后的模型分别对每一个裁

剪后的图进行预测，接着将预测后的图加以拼接，最
后可以得到一整张荧光图像分类结果图。
２．２　 实验设置

在本次实验中，硬件环境为 Ｕｂｕｎｔｕ ２０．０４ ＬＴＳ
操作系统， ＣＰＵ 的型号为 ｉ７ － ９７００， ＧＰＵ 型号为

ＧｅＦｏｒｃｅ ＲＴＸ ２０８０ Ｔｉ 以及 ３２ ＧＢ 内存。 开发环境采

用的是 Ｐｙｔｏｒｃｈ 深度学习框架。 在训练过程中，初始

学习率为 １ × １０－４， ＢａｔｃｈＳｉｚｅ 为 ４， 共训练 １００
ｅｐｏｃｈｅｓ，每个 ｅｐｏｃｈ 总共训练 １ １９９ 张图。 同时，使
用 Ａｄａｍ 优化器，因为 Ａｄａｍ 算法能够自适应调节学

习效率。
卷积层使用 ＲｅＬＵ 激活函数，该函数是从底部

开始半修正的一种函数，数学公式具体如下：
ｆ ｘ( ) ＝ ｍａｘ ０，ｘ( ) （３）

　 　 其中， ｘ 表示输入。
对岩石荧光薄片图像的石油成分进行提取，是

一个多分类问题。 对于分类问题，最常用的损失函

数是交叉熵损失函数（Ｃｒｏｓｓ Ｅｎｔｒｏｐｙ Ｌｏｓｓ）。
在二分类的情况下，网络预测的结果最终只有

２ 类，假设对于每个类别预测的概率分别为 ｐ 和 １ －
ｐ， 那么此时交叉熵损失函数的计算公式为：

ＪＣＥ ＝ － ｙ·ｌｏｇ ｐ( ) ＋ １ － ｙ( )·ｌｏｇ １ － ｐ( )[ ]

（４）
其中， ｙ 是样本标签，正样本标签为 １，负样本

标签为 ０； ｐ 表示预测为正样品的概率。
本文是一个多分类问题，多分类的交叉熵损失

可表示为：

ＪＣＥ ＝ － ∑
Ｋ

ｉ ＝ １
ｙｉ ｌｏｇ ｐｉ( ) （５）

　 　 其中， Ｋ 是种类数量； ｙｉ 是一个 Ｏｎｅ－ｈｏｔ 向量，
除了目标类为 １ 之外其他类别上的输出都为 ０； ｐｉ

是神经网络的输出，也就是类别 ｉ 的概率。
２．３　 评价指标

为了评估系统的有效性，本实验采用了语义分

割中 最 常 用 的 评 价 指 标， 分 别 是 精 确 率

（Ｐｒｅｃｉｓｉｏｎ）、 像 素 准 确 率 平 均 值 （ ｍｅａｎ Ｐｉｘｅｌ
Ａｃｃｕｒａｃｙ， ｍＰＡ） 和平均交并比 （Ｍｅａｎ ｉｎｔｅｒｓｅｃｔｉｏｎ
ｏｖｅｒ ｕｎｉｏｎ， ｍＩｏＵ）。 这些指标可以衡量每个像素值

的分类对整个分类任务的性能。 对于多分类问题，
假设总共有 ｋ ＋ １个类别（包括背景），Ｐ ｉｊ 是类 ｉ被推
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断为属于类 ｊ 的像素数量。 也就是说，Ｐ ｉｉ 表示分类

正确的真正数（真正例 ＴＰ ＋ 真负例 ＴＮ），而Ｐ ｉｊ 和Ｐ ｊｉ

通常分别被解释为假正例ＦＰ和假负例ＦＮ。 对于本

次实验中采用的评价指标，可做阐释分述如下。
（１）精确率：在全部预测为正的结果中，被预测

正确的正样本所占的比例。 推得的数学定义公式

为：

Ｐｒｅｃｉｓｉｏｎ ＝ ＴＰ
ＴＰ ＋ ＦＰ

（６）

　 　 （２） ｍＰＡ： 对每个类计算正确分类的像素数量

与所有像素数量的比值，再对类总数取平均。 推得

的数学定义公式为：

ｍＰＡ ＝ １
ｋ ＋ １∑

ｋ

ｉ ＝ ０

Ｐ ｉｉ

∑ ｋ

ｊ ＝ ０
Ｐ ｉｊ

（７）

　 　 （３） ｍＩｏＵ： 这是用于图像分割问题的标准评价

指标。 具体就是 ２ 个集合（原始图和预测图）的交

集和并集之间的比例。 在本实验中，则表示真实分

割图和系统预测的分割图之间的交并比。 该比例可

以看作交集（真正数）与总数（包括真正数、假正例、
假负例）的比值。 最后也是按类别取平均。 由此推

得的数学定义公式为：

ｍＩｏＵ ＝ １
ｋ ＋ １∑

ｋ

ｉ ＝ ０

Ｐ ｉｉ

∑ ｋ

ｊ ＝ ０
Ｐ ｉｊ ＋ ∑ ｋ

ｊ ＝ ０
Ｐ ｊｉ － Ｐ ｉｉ

（８）

２．４　 组件消融实验

为证明本文提出的用 ＵＮｅｔ 作为编码部分以及

注意力机制模块对网络的有效性，分别进行了实验

比较上述模块对结果的影响。 实验结果见表 １。 从

３ 组实验可以看出，ＶＧＧ１６＋ＵＮｅｔ 模型相较于原始

ＶＧＧ１６ 网络，各个分类评价指标都有了大幅度的提

升；同时添加了注意力机制的模型能取得最佳效果，
也说明了注意力机制对整个模型框架的有效性。

表 １　 不同模块对实验结果的影响

Ｔａｂ． １　 Ｅｆｆｅｃｔ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｕｌｅｓ ｏｎ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ

网络模型 Ｐｒｅｃｉｓｉｏｎ ｍＰＡ ｍＩｏＵ

ＶＧＧ１６ ７１．５１ ６９．３７ ５８．２４

ＶＧＧ１６＋ＵＮｅｔ ８６．３５ ８６．２０ ７５．１１

本文模型 ８８．３９ ８６．４４ ７７．６７

２．５　 结果分析

图 ８ 展示了训练过程中的一组训练参数曲线

图。 图 ８（ａ）是损失函数曲线图，图 ８（ｂ）是 ｍＩｏＵ 曲

线图。 横坐标表示训练的次数，纵坐标分别表示训

练损失值以及平均交并比。 由图 ８ 可以看出，损失

值随着训练次数的增长而逐步收敛到一个下界，而

平均交并比则随着训练次数的增长而逐步增大。 损

失函数中间凸起的原因是训练过程分为 ２ 个阶段，
分别是冻结阶段和解冻阶段。 设置冻结阶段是为了

满足机器性能不足时的训练需求，此过程需要的显

存空间较小，可以根据显卡情况动态设置参数，解冻

阶段占用的显存空间较大，网络的参数也会随之发

生改变。
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图 ８　 训练参数曲线

Ｆｉｇ． ８　 Ｔｒａｉｎｉｎｇ ｐａｒａｍｅｔｅｒｓ ｃｕｒｖｅ

　 　 为了客观验证本文所用网络的分类性能，使用

了相同的数据集分别在 ＲｅｓＮｅｔ、ＰｓｐＮｅｔ 等主流分割

网络上进行了对比实验，表 ２ 为不同网络模型在 ３
个评价指标上的结果。 由表 ２ 可以看到，本文所使

用的方法在各个指标上都有一定的优势。
表 ２　 不同网络模型下荧光成分分类结果评价指标

Ｔａｂ． ２　 Ｅｖａｌｕａｔｉｏｎ ｉｎｄｉｃａｔｏｒｓ ｆｏｒ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｆｌｕｏｒｅｓｃｅｎｔ
ｃｏｍｐｏｎｅｎｔｓ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ｎｅｔｗｏｒｋ ｍｏｄｅｌｓ

网络模型 Ｐｒｅｃｉｓｉｏｎ ｍＰＡ ｍＩｏＵ

ＵＮｅｔ ７７．３７ ７４．８３ ６４．５９

ＰｓｐＮｅｔ ７４．０６ ７１．６８ ５６．８１

ＲｅｓＮｅｔ５０ ７５．５０ ７１．６０ ５７．８７

ＦＣＮ＿ＲｅｓＮｅｔ１０１ ８３．９０ ８０．３２ ７１．４０

本文方法 ８８．３９ ８６．４４ ７７．６７
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　 　 同时，本文还选取了不同尺寸大小的荧光图片，
在分类时间上与传统 ＩＳＯＤＡＴＡ 聚类方法做了对比，
结果见表 ３。 由表 ３ 可以看到，在不同尺寸的图像

下，本文的运行时间都优于传统算法，尤其是在大图

下，其时间性能上的优势则体现得更加明显。
表 ３　 荧光成分分类运行时间对比

Ｔａｂ． ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｆｌｕｏｒｅｓｃｅｎｔ ｃｏｍｐｏｎｅｎｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｏｐｅｒａｔｉｏｎ
ｔｉｍｅ ｍｓ

图像 图像大小 ＩＳＯＤＡＴＡ 聚类算法 本文算法

图像 １ ７０１×５０７ ２６６ １９４

图像 ２ ７６８×５７６ ２８２ １９６

图像 ３ １ ７２８×１ ２９６ １ ０４７ ２４４

图像 ４ ２ ７３６×１ ８２４ ４ ５６３ ３７６

　 　 最后，为了直观地感受本文的分类效果，图 ９ 给

出了表 ３ 中的 ４ 张荧光图像的分类结果，包括了不

同激发光源下的岩石薄片荧光图像。 图 ９（ａ）是原

始荧光图像，图 ９（ｂ）是用本文的深度学习方法分类

的结果图，图 ９（ ｃ）是用 ＩＳＯＤＡＴＡ 聚类算法分类的

结果。 从结果可以看到，本文分类的结果在整体上

没有出现误分类的情况，并且相较于 ＩＳＯＤＡＴＡ 聚类

算法不会出现太多孤立的噪点，见图 ９（ｃ）中第一列

标出来的区域。 在对整张荧光图像进行分类时，
ＩＳＯＤＡＴＡ 聚类算法有时会把不发光的部分划分为

沥青质，而本文算法的分类结果则不会出现此问题，
见图 ９ 中第三列图标记的部分。

（a）荧光原图

（b）本文算法

（c）ISODATA算法

图 ９　 不同分类方法下的分类结果对比

Ｆｉｇ． ９　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｍｅｔｈｏｄｓ

３　 结束语

本文针对岩石荧光薄片图像在荧光成分提取上

需要大量人工交互，并且对于不同色彩差异的荧光

图像需要分开聚类并产生不同的划分文件的问题，
提出了一种基于深度学习的荧光图像成分分类技

术。 该方法在 ＶＧＧ１６－ＵＮｅｔ 的网络技术基础上融

入了注意力机制，ＵＮｅｔ 框架实现了端到端的自动分

割；ＶＧＧ１６ 用较小的卷积核既有利于提高感受视

野，又有利于在减小卷积层参数的同时提高网络的

表现力；同时融入注意力机制模块，增加特征信息内

容的学习权重，抑制无关背景信息内容的影响。 通

过一系列实验数据比对分析，分类结果不论是在主

观效果上、还是在客观指标上都有一定的优势。 对

多个不同油田采集的荧光薄片图像进行实验，均取

得了较好的分类结果，实验结果也说明，该模型具有

良好的性能，并且减少了传统荧光成分分析过程中

的人工交互过程。 后期将考虑在保证有效性的前提

下，优化网络模型，进一步减少参数量，将算法应用

于实际工程中。
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